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1 引言

水文气候变化深刻影响着生态环境、农业发展、资
源的更新变化与开发利用，特别是干旱地区，降水、气
温的变化影响尤为直观。而对于部分寒冷地区，冰雪变
化引起的水文与农业效应日趋显着[1]。 对降水、径流等
水文气候因子进行时间序列特征分析及模拟预测未来

变化，成为重要研究内容。 这对水文气候变化研究、农
业墒情预报、生态环境改善、水资源合理开发利用 [2-3]

等都具有一定的参考意义。
目前， 对于水文气候因子时间序列进行模拟预测

有时间序列[4-5]、随机水文[6]、奇异值分解（SVD）[7-8]、降尺
度[9-10]、小波分析 [11-12]、均生函数 [13-14]、滑动平均-马尔科

夫模型[15]、BP神经网络[16-19]等方法。 提高模拟预测精度
是各类模型的主要目标， 但大部分方法主要存在的仍
然是精度问题。 均生函数模拟预测模型[20]优点是可改

善其它模型对序列极值预测的不足， 进而提高极值拟
合与预测效果，已在水文气候预测中被广泛应用[21]。
均生函数模拟预测模型在广泛应用的同时， 也不

断被改进。 一方面对其筛选预报序列的方式进行了改
进，对均生函数序列及其延拓序列，采用以往方式筛
选预报序列时，可能存在筛选的不确定性，有学者[22-25]

采用最优子集方法筛选预报序列，较大程度地避免了
这个缺陷，对筛选出的最优子集序列，建立多元线性
回归预报方程 ， 形成了均生函数—最优子集回归
（MGF-OSR）模型；另外，为了提高预报因子的全面性，
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摘 要: 水文气候因子模拟预测对气候变化研究、农业墒情预报、生态环境改善、水资源合理开发利用
等具有一定参考意义。 均生函数、BP神经网络及其结合改进方式在模拟预测中各有优点，被广泛应用，
但仍有进一步改进空间。 针对 MGF、MGF-OSR、MGF-OSR-BP 等方法粗选因子集、粗选集组合筛选、收
敛适应性、精度控制等可改进空间，进一步发挥均生函数和 BP 神经网络优势，建立了 MGF-BP-I 模拟
预测模型。 利用 MGF-OSR、MGF-OSR-BP、MGF-BP-I对科尔沁沙地区域平均年降水进行了模拟预测。
结果表明，建模期 MGF-OSR-BP、MGF-BP-I 拟合效果均较好，MGF-BP-I 建模阶段最优模式精度优于
MGF-OSR-BP，MGF-BP-I整体同时最优模式结果也非常好。 检验期，MGF-BP-I 检验阶段最优及整体
同时最优两种模式拟合效果最好，相比其他模式精度有所提高。 MGF-BP-I考虑更加全面，充分发挥了
均生函数和 BP神经网络优势，精度远高于 MGF-OSR 和 MGF-OSR-BP，MGF-BP-I 整体同时最优模式
更符合实际应用，效果理想，可用于水文气候因子模拟预测。
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有学者 [26]在 MGF-OSR 模型的基础上，将均生函数序
列与除预报因子外的其他影响因子序列相结合作为

初选序列。 另一方面， 对筛选预报序列方式和预测
方法同时进行了改进，有学者 [27-28]提出了主成分筛

选序列的方法， 对生成的均生函数序列利用主成分
方法提取对因变量影响较强的序列，而 BP 神经网络
具有通用性好、非线性映射能力强等优点，得到了广
泛应用 [29-32]，将筛选出的序列作为 BP 神经网络的输
入，进而得到预测模型，其预报精度高于单一均生函
数模拟预测模型。此外，也有学者 [33]将均生函数—最
优子集回归方法和 BP 神经网络模型仅在筛选出预
报因子后结合， 以最优子集序列作为 BP 神经网络
的输入，形成了模拟精度亦较高的 MGF-OSR-BP 预
测模型。
由此可见， 通过对均生函数与 BP 神经网络的结

合，为神经网络提供了较好的输入基础，亦充分发挥了
神经网络的模拟优势，大大提高了模拟与预测的精度。
但仍有可改进之处，可进一步提高模拟预测精度。首先
在均生函数序列及其延拓序列粗筛选方面， 仍有部分
较好的序列没有进入粗筛选后的序列中；另外，大多数
方法是在确定组合序列的情况下， 再使用 BP 神经网
络进行参数优化， 这就使得有可能没有选出与 BP 神
经网络适宜的、有效结合的组合，没有充分发挥 BP 神
经网络方法的优势。
因此，本次以均生函数为基础，利用 CSC 值与相

关系数结合方式对均生函数及其延拓序列进行粗筛

选，并将 BP 神经网络与均生函数在组合粗筛选、系数
进一步优化进行耦合， 形成了一种新的精度和效率均
较高的模拟预测模型（MGF-BP-I），并以科尔沁沙地
降水为例，进行了应用。

2 MGF-BP-I模拟预测模型的建立

2.1 均生函数模拟预测模型的原理
均生函数模拟预测模型是基于系统状态前后记忆

思想，由时间序列按照不同时间间隔计算均值，构建一
组周期函数及其延拓序列， 然后用原序列与这组函数
建立回归预测方程，原理为[20]：

（1）设原始的时间序列为：
x（t）={x（1），x（2），…，x（N）} （1）

式中：t=1，2，…，N，N为样本的大小。
为了拟合原序列中的高频部分， 对原序列进行差

分运算。 这一运算实际上起着高通滤波的作用。 利用

式（2）、（3）分别计算原始时间序列的一阶差分序列和
二阶差分序列：

△x（t）=x（t+1）-x（t） （2）
式中：t=1，2，…，N-1。

△△x（t）=△2x（t）=△x（t+1）-△x（t） （3）
式中：t=1，2，…，N-2。

（2）利用式（4）对原始时间序列、一阶差分序列和
二阶差分序列做均值生成函数：

xl（i）= 1
nl

nl-1

j=0
Σx（i+jl） （4）

式中：i=1，2，…，l，1≤l≤M 且 nl=INT（N/l），M 一般视
样本数的大小取 INT（N/3）。

（3）利用式（5）对一阶、二阶差分均生函数序列以
及原序列均生函数序列作周期性延拓计算：

fl（t）=xl[t-lINT（ t-1l
）] （5）

式中：t=1，2，…，N。
（4） 为了拟合时间序列中向上递增和向下递减的

趋势，进一步利用式（6）计算累加延拓序列，得到累加
延拓序列矩阵：

f
(3)

l （t）=X（1）+
t-1

i=1
Σf

(1)

l （i+1） （6）

式中：t=2，3，…，N。
（5）对 p个周期延拓和累加延拓序列作 q步预报。

2.2 BP神经网络
本次采用三层 BP 神经网络模型，包括输入层、输

出层和隐含层。 其中，节点的作用函数采用 Sigmoid型
函数，其数学模型为[16]：

f （x）=1/（1+e-x） （7）
2.3 CSC双评分准则原理
双评分准则（Couple Score Criterion，CSC）[20]是以

数量预报评分和趋势预报评分来权衡变量优劣， 旨在
使数量评分和趋势评分之和达到最大。用 S1表示数量

评分，称为精评分；S2表示趋势评分，即粗评分。那么双
评分准则表示为：

CSC=S1+S2 （8）
S1=nR2 （9）

S2=2I=2[
I

i=1
Σ

I

j=1
Σnijlnnij+nlnn-（

I

i=1
Σni·lnni·+

I

j=1
Σn·jlnn·j）

（10）
式中：n 为样本数;R 为复相关系数;I 为趋势类别数;nij

为 i类事件与 j类估计事件列联表的个数。
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图 1 MGF-OSR、MGF-OSR-BP 和 MGF-BP-I 模拟预测模型流程
Fig.1 The simulation model flow of MGF-OSR, MGF-OSR-BP and MGF-BP-I

2.4 均生函数-最优子集-BP 神经网络 (MGF-
OSR-BP)模拟模型预测过程

MGF-OSR-BP[33]模拟模型预测具体过程如图 1 所
示，步骤如下：
步骤 1， 通过最优子集回归方法对得到的均生函

数及其延拓序列进行筛选，选出最优子集。
步骤 2，将筛选出的最优子集作为输入训练集，利

用 BP 神经网络对组合序列参数进行优化训练， 得到
BP神经网络模拟预测模型。
步骤 3，利用优化参数后的 BP 神经网络模拟预测

模型进行预测。
2.5 MGF、MGF-OSR、MGF-OSR-BP 模拟预测模
型可改进空间

不论是均生函数（MGF），还是均生函数—最优子集
回归（MGF-OSR），还是均生函数—最优子集—BP神经
网络（MGF-OSR-BP），都存在可以进一步改进的空间。
第一， 在使用均生函数及其延拓序列粗选因子集

方面，使用了单一的方法，即 CSC 值较大的（在一定置

信区间）进入粗选集序列，而部分相关系数较大的序列
没有进入， 造成形成组合的粗选因子集不够全面。 第
二，对于粗选集序列组合的筛选，使用最优回归子集及
CSC 收敛准则选出最终使用的组合序列，按照 CSC 的
定义和计算方式， 可能造成真正模拟和检验均好的组
合序列被遗漏。 第三，将均生函数与 BP神经网络进行
结合，其间也有组合对方法收敛存在一定的适应性，前
述方法只考虑了 CSC值，没有考虑适应性。 第四，各类
模拟预测模型的目标就是最终在模拟和检验阶段的相

对误差或绝对误差达到最小， 而前述方法在计算过程
中，均使用 CSC 值作为精度控制条件，这就遗漏了部
分精度真正较高的组合序列。
2.6 均生函数-神经网络-改进(MGF-BP-I)模拟预
测模型过程

针对均生函数、BP神经网络自身的优点及可进一
步改进的空间与结合方式， 建立了均生函数与 BP 神
经网络耦合模拟预测模型 MGF-BP-I， 方法过程如
图 1所示，具体步骤如下：

最优子集序列

BP 神经网络
参数优化训练

设置参数 确定隐含 训练次数

预测结果

MGF-OSR-BP

由 CSC粗选 p个序列

计算 2^p-1个回归子集

最优子集回归（OSR）
选择最优子集

多元线性回归

预测结果

4M均生函数延拓序列

原始时间序列

均生函数（MGF）

原
始
时
间
序
列
延
拓

一
阶
差
分
序
列
延
拓

二
阶
差
分
序
列
延
拓

累
加
序
列
延
拓

由 CSC值和相关系数 R
筛选 q个序列

2^p-1个组合

BP 神经网络对所有组合
进行初步粗选训练

设置参数相同 确定隐含 训练次数相同

粗选出拟合、检验和整体的平均
相对误差的值最小的三个组合

BP 神经网络对三个组合
进行参数优化训练

设置参数 确定隐含 训练次数进行
多次尝试

BP 神经网络预测

预测结果MGF-OSR

MGF-BP-I
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步骤 1，使用均生函数方法步骤(1)~(4)对原始时间
序列进行延拓，得到均生函数及其延拓序列。
步骤 2， 通过 CSC值和相关系数两个参数按照一

定的置信区间， 对步骤 1得到的均生函数及其延拓序
列进行筛选，得出粗选因子集。
步骤 3， 对步骤 2 得到的粗选因子集序列进行排

列组合，形成 2
q
-1个组合。 每一组合序列作为输入训

练集， 利用 BP 神经网络对所有组合进行初步粗选训
练。 训练时参数设置相同，得到每一组合下的模拟预
测值。
步骤 4， 对步骤 3 中各组合建模阶段和检验阶段

的模拟预测值 ， 分别与原序列计算平均相对误差
（MAPE），最后分别筛选出建模、检验和整体阶段平均
相对误差最小的三个组合序列。
步骤 5，对步骤 4 得到的三个组合序列，再次利用

BP神经网络对其分别进行优化训练，参数的设置与步
骤 4类似，只对训练次数进行调整，直到三个组合序列
的 MAPE值分别达到最小值为止。
步骤 6，利用所建立的三种组合 BP 神经网络模拟

预测模型进行预测。

3 模型的应用

应用 C 语言对 MGF-OSR、MGF-OSR-BP、MGF-
BP-I 模拟预测模型过程进行了编程调试，应用于科尔
沁沙地区域平均年降水的模拟预测中， 并对三种方法
计算结果进行了对比分析。
3.1 使用的数据及模拟阶段划分
科尔沁沙地及其周边地区分布的气象站点见

图 2，共计分布有 27 个气象站点。 本次收集了这些站
点自建站以来至 2012 年的降水逐月数据， 数据来源
于气象局整编资料。经检验，各气象站点降水数据无明
显的突变点和随机变化，数据变化相对均一和一致，数
据可靠，可以代表区域降水状况。个别站点个别数据缺
测，进行了插补，最终形成了各站点 1951~2012 年降
水逐月数据序列。
对于科尔沁沙地区域平均年降水序列的求取，采

用客观运行法，即将区域分成网格，形成格点，用研究
区内外各气象站的降水数据，采用邻近各站权重（取距
离因子）及综合权重确定各格点降水数据，取各格点数
据的算术平均值，即为整个区域降水平均值序列。本次
模拟预测采用的就是 1951~2012 年科尔沁沙地区域
平均年降水序列。

模拟预测中 ，1951~2007 年为建模阶段 ，2008~
2012年为检验阶段，2013~2017年为预测阶段。

3.2 结果与分析
（1）MGF-OSR方法过程
将科尔沁沙地 1951~2007 年区域平均年降水数

据作为原始序列，按照均生函数步骤（1）~（4）得到 76

个序列。设定显著性水平 α=0.01， χ
5

0.01 =15.086，将满足

CSC>15.086 的序列粗选为预报因子， 共计选出 15 个

均生函数及其延拓序列，分别为 f
（0）

4 、 f
（0）

5 、 f
（0）

6 、 f
（0）

12 、

f
（0）

13 、 f
（0）

14 、 f
（0）

15 、 f
（0）

16 、 f
（0）

19 、 f
（1）

12 、 f
（1）

13 、 f
（1）

17 、 f
（1）

18 、 f
（1）

19 、 f
（2）

17 ，

形成 524 287 个回归子集，选出 CSC 值最大的回归子

集，做为预报方程：y=-101.314-0.1366 f
（0）

12 -0.7279 f
（1）

17 +

0.0443 f
（1）

12 +0.7573 f
（0）

13 +0.4812 f
（0）

19 +0.3964 f
（0）

16 -0.1655 f
（2）

17

+0.368 f
（0）

15 -0.2315 f
（1）

18 +0.1158 f
（1）

19 +0.2660 f
（1）

13 +0.5970 f
（0）

4

+0.7681 f
（0）

5 +0.3527 f
（0）

6 -0.0406 f
（0）

14

（2）MGF-OSR-BP方法过程
根据 MGF-OSR-BP 方法步骤（1）~（4），组合序列

同上，BP神经网络的输入层为 15，隐含层为 9，输出层
为 1，学习速率为 0.9，动量因子为 0.7，误差的精度设
置为 0.001，训练次数为 23 490次后模拟值达到最优。

（3）MGF-BP-I方法过程
根据 MGF-BP-I 方法步骤 （1）~（2）， 计算得到

图 2 科尔沁沙地位置及气象站点分布
Fig.2 The position of Horqin sandy land

and distribution of the meteorological stations
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CSC>15.086 且 R>0.34（α=0.01）的序列作为粗选序列，
共计 19个序列。输入层为 1~19，输出层为 1，隐含层 N
根据经验公式来确定 。 学习速率为 0.9，动量因子
为0.7，误差的精度设置为 0.001，训练次数为 2 000 次。
选出建模阶段、 检验阶段和整体阶段平均相对误差最
小的三个组合序列。MGF-BP-I建模最优模式最终选取

的组合序列为 f
（0）

17 、 f
（0）

12 、 f
（1）

12 、 f
（0）

16 、 f
（2）

17 、 f
（0）

15 、 f
（1）

18 、 f
（2）

13 、

f
（1）

19 、 f
（1）

13 、 f
（0）

4 、 f
（0）

6 、 f
（3）

17 、 f
（0）

7 、 f
（0）

14 ，MGF-BP-I 检验最优

模式最终选取的组合序列为 f
（1）

12 、 f
（2）

17 、 f
（0）

15 、 f
（2）

13 、 f
（1）

19 、

f
（1）

13 、 f
（0）

7 ，MGF-BP-I 整体最优模式最终选取的组合序

列为 f
（1）

12 、 f
（0）

15 、 f
（2）

13 、 f
（1）

19 、 f
（1）

13 、 f
（0）

6 、 f
（3）

17 、 f
（0）

7 、 f
（0）

14 。 对这

三个组合利用 BP 神经网络进行进一步的参数优化
后，得到最终的模拟预测模型及序列。

（4）结果分析
MGF-OSR、MGF-OSR-BP、MGF-BP-I 三种方法

计算结果相对误差分布见图 3， 建模期模拟值和实测
值的对比见图 4。其中 MGF-BP-I又分建模阶段最优、
检验阶段最优、整体同时最优三种方式，三种方法共计
五种计算模式。
对于建模阶段， 由图 3 发现，MGF-OSR、MGF-

BP-I 检验阶段最优模式 90%的年数相对误差分别集
中于 5%~15%和 0.5%~5%之间，误差相对较高。 MGF-

BP-I 整体同时最优 、MGF-OSR-BP、MGF-BP-I 建
模阶段最优模式相对误差分别主要集中在 0~1%、
0~0.05%、0~0.005%的年数占建模阶段总年数的 94%、
94%、95%，MGF-BP-I 建模阶段最优模式相对误差分
布集中且精度高， 总体说明建模阶段相对误差最好的
是 MGF-BP-I 建模阶段最优模式， 而 MGF-OSR-BP
和 MGF-BP-I 整体同时最优模式相对误差也较小，均
可以用于建模。

图 3 三种模拟模型建模阶段和检验阶段的相对误差分布图
Fig.3 Relative error distribution of the three kinds of simulation

models for simulation and testing phase

图 4 建模期实测值和模拟值及平均相对误差对比图
Fig.4 The measured values and simulated values and relative error comparison
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检验期实测值与预测值对比见图 5。 检验阶段五
种模式平均相对误差分别为 35.5473% 、16.2509% 、
30.9184% 、1.3262% 、1.8652% ， 均方根误差分别为
148.6060、66.5610、136.3810、6.5123、8.1918，平均绝对
误差分别为 128.71mm、57.75mm、115.85mm、5.22mm、
5.73mm，CSC 值分别为 73.14、135.42、135.50、167.23、
160.41，检验期合格率 [34]分别为 40%、80%、80%、100%
和 100%。 可以看出，检验阶段 MGF-BP-I检验阶段最
优、MGF-BP-I 整体同时最优两种模式拟合结果最好，
相比其他三种模式结果，精度有所提高。
综上所述，建模阶段精度最高的是 MGF-BP-I 建

模阶段最优模式，而检验阶段是 MGF-BP-I 检验阶段

最优和 MGF-BP-I 整体同时最优模式。 从整体看，
MGF-BP-I整体同时最优模式建模阶段和检验阶段整
体相对误差均较小，完全符合《水文情报预报规范》[34]

对中长期序列预报的评定要求， 在实际应用中选用其
更符合实际。
使用五种模式对研究区 2013~2017 年 5 年的降

水进行预测，结果见图 5所示。 可以看出，其他模式预
测结果均高于 MGF-BP-I 整体同时最优模式 10~
180mm左右。以 MGF-BP-I整体同时最优模式结果为
准可知，2015 年和未来 2017 年降水相对丰富，其他为
平水年份， 这与已经过去的 2013、2014 和 2015 年的
实际相符。

由图 4可以看出， 除 MGF-OSR 方法拟合效果不
太理想外，其他四种计算模式拟合效果均较好。 MGF-
OSR、MGF-OSR-BP、MGF-BP-I 建模阶段最优、MGF-
BP-I 检验阶段最优、MGF-BP-I 整体同时最优五种模
式建模阶段的平 均 相 对 误 差 分 别 为 8.1407% 、
0.0325%、0.0099%、1.3196%、0.4220%， 五种模式建模
序列的均方根误差 （MSE） 分别为 37.6170、0.4275、
0.1680、6.5476、2.1225，平均绝对误差 （MAE）分别为
31.54mm、0.12mm、0.04mm、4.92mm、1.65mm， 建模期
合格率 [34]分别为 96%、100%、100%、100%和 100%。
MGF-BP-I 建模阶段最优模式优于 MGF-OSR-BP 模
式； 而 MGF-BP-I 整体同时最优模式结果也非常好。
此外，MGF-OSR、MGF-OSR-BP方法均以 CSC值判定

模拟的好坏，CSC值越大，模拟越好。从这个角度，五种
模 式 的 CSC 值 分 别 为 94.89、170.388、 170.39、
139.34、170.35，MGF-BP-I 的 CSC 值都远远高于 M
GF-OSR， 而 MGF-BP-I 建模阶段最优的 CSC 值优于
MGF-OSR-BP，MGF-BP-I整体同时最优的 CSC值接近
于 MGF-OSR-BP，可以说明 MGF-BP-I方法优势明显。
对于检验阶段，由图 3 可以看出，MGF-OSR 模式

4年的相对误差集中于 10%~60%之间。 MGF-BP-I建
模阶段最优、MGF-OSR-BP 模式 4 年的相对误差集中
于 10%~40%之间。MGF-BP-I检验阶段最优模型 4年
的相对误差集中于 0~2.3%，最大值为 6.7%。MGF-BP-
I 整体同时最优模式 4 年的相对误差集中于 0~1%之
间，最大值为 6.5%。
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图 5 检验期实测值与模拟值、平均相对误差对比及预测图
Fig.5 Comparison between the measured and simulated values, relative error and forecast chart in the inspection period
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4 结论与讨论

4.1 结论
（1）针对均生函数（MGF）、均生函数—最优子集回

归（MGF-OSR）和均生函数—最优子集—BP 神经网络
（MGF-OSR-BP） 中均生函数及其延拓序列粗选因子
集、粗选集组合筛选、收敛适应性、精度控制等可以进
一步改进的方面， 充分发挥均生函数与 BP 神经网络
各自优势，建立了 MGF-BP-I模拟预测模型。

（2）通过应用对比发现，建模期除 MGF-OSR 方法
拟合效果不太理想外，MGF-OSR-BP、MGF-BP-I 两种
方法四种模式拟合效果均较好。 MGF-BP-I 建模阶段
最优模式优于 MGF-OSR-BP 模式； 而 MGF-BP-I 整
体同时最优模式结果也非常好。 检验阶段，MGF-BP-I
检验阶段最优、MGF-BP-I 整体同时最优两种模式拟
合结果最好，相比其他三种模式结果，精度有所提高。

（3）MGF-BP-I 模拟预测模型不论是拟合阶段最
优模式， 还是检验阶段最优模式， 其精度均远远高于
MGF-OSR 和 MGF-OSR-BP 方法，MGF-BP-I 整体同
时最优模式两阶段结果精度均较高， 在实际应用中更
符合实际。

（4）通过预测发现，除个别年份和个别模式外，其
他模式预测结果均高于 MGF-BP-I 整体同时最优
模式，偏高 10~180mm 左右。 2015 年和未来 2017 年
降水相对丰富，其他为平水年份，与已经过去的年份
相符。

（5）总体来看，MGF-BP-I 方法考虑更全面，并充
分发挥了均生函数和神经网络的优势，效果理想，可以
用于水文气候因子的模拟预测。
4.2 讨论
本文利用 MGF-BP-I 模型对科尔沁沙地区域平

均年降水进行了模拟和预测，拟合阶段最优模式、检验
阶段最优模式精度均远远高于 MGF-OSR 和 MGF-
OSR-BP 方法，MGF-BP-I 整体同时最优模式两阶段
结果精度均较高。对比其他相关研究[33]，其 MGF-OSR-
BP 模型建模期平均相对误差为 0.23%， 检验期为
4.45%；MGF-OSR 模型建模期为 6.10%， 检验期为
13.75%；均生函数逐步回归模型建模期为 6.68%，检验
期为 17.6%。 另有与 MGF-OSR-BP 基本类似改进方
法 [27]研究结果表明，建模期平均相对误差为 1.45%，检
验期为 5.65%；BP 神经网络模型建模期为 1.40%，检

验期为 7.30%； 均生函数建模期为 4.65%， 检验期为
12.08%。 本次所建立的 MGF-BP-I 模型，各阶段精度
均远远高于相关研究结果精度。 我们也尝试利用单独
均生函数序列（模式 1）和利用均生函数及其一二阶差
分序列（模式 2）两种模式进行模拟预测，可以很明显
的看出，模式 1 模拟结果差于模式 2，模式 2 很好的拟
合了原序列中的高频部分。
虽然 MGF-BP-I 模型实现了较高的模拟预测精

度，但其后一阶段（即 BP 嵌入耦合模拟阶段）中的 BP
算法本质为梯度下降法，降低了算法学习效率，加之组
合的增多与 BP 的多次耦合嵌入， 其运行效率相比
MGF-OSR 和 MGF-OSR-BP 有所降低。 此外，模型后
一阶段是半黑箱式模型，模型参数较多，但是没有具体
物理意义，模型中一系列参数的选取，主要依靠经验和试
算，同样对精度和效率产生一定影响。这些方面对于精度
和效率的提升均有一定改进空间， 需要今后研究中深入
考虑这些因素，进一步改进模型，提高精度和效率。
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A Coupled Simulation and Forecast Model of Mean Generating
Function and BP Neural Network (MGF-BP-I)

LIU Danhui1, MA Long1, LIU Tingxi1, DU Zhijun2, WANG Jingru1, HUANG Xing1

(1. College of Water Conservancy and Civil Engineering College, Inner Mongolia Agricultural University, Hohhot 010018, China;
2. Inner Mongolia Yellow Rive Construction Co.,Ltd., Hohhot 010070, China)

Abstract: Simulation and prediction of hydrological and climate factors is very significant for climate change research, soil moisture
forecasting, ecological environment improvement, reasonable development and utilization of water resources. Mean generating function
method, BP neural network method and their combination are widely used in simulation and prediction. Each of these methods
have their own have advantages, but there is still room for further improvement. As for rough selection of factor set ，selection of
the factor set combination and accuracy control of MGF, MGF-OSR, MGF-OSR-BP, a simulation and forecast model MGF-BP-I
was built for taking the advantages of mean generating function and BP neural network. The mean annual precipitation in the
Horqin Sandy Land was simulated and forecasted by using MGF, MGF-OSR-BP，MGF-BP-I. The results show that, in the modeling
period, MGF-BP-I and MGF-OSR-BP have better fitting effect, optimization mode accuracy of MGF-BP-I is better than that of
MGF-OSR-BP, and global optimization mode of MGF-BP-I is very good. In the verification period, MGF-BP-I verification phase
optimization and MGF-BP-I global optimization mode of simulation results are best. MGF-BP-I takes the advantages of mean
generating function and BP neural network, its accuracy is much higher than those of MGF-OSR and MGF-OSR-BP. MGF-BP-I
global optimization model is more consistent with the practical application, the effect is ideal, can be used in the simulation and
forecast of hydrological and climate factors.
Key words: mean generating function; BP neural network; coupled simulation; MGF-BP-I; prediction; Horqin Sandy Land
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